Uczenie sig przez cale zycie. Ludzie i kompetetencje

dr Marcin Trepczynski
Instytut Badan Edukacyjnych - Panstwowy Instytut Badawczy

Predyspozycje czy zawod - jak wspierac
wybory edukacyjne i zawodowe uczniow z wykorzystaniem AL
Doswiadczenia projektu ZRK

Abstrakt

Aby sztuczna inteligencja skutecznie wspierata wybory edukacyjne i zawodowe
uczniow, konieczne jest rozsadne zaprojektowanie sposobdw rozpoznawania
ich mocnych stron, predyspozycji, zainteresowan, a takze celéw zwigzanych
z przyszloscig zawodowa. Modele jezykowe s tu niezwykle przydatne, jed-
nak na obecnym etapie rozwoju Al jest to wcigz zadanie przede wszystkim dla
czlowieka, bedace zarazem powaznym wyzwaniem. W artykule zaprezentowa-
no wybrane rozwigzania pozwalajace na wykorzystanie modeli jezykowych do
rozpoznawanie preferencji i potrzeb uzytkownikow. Sg to doswiadczenia ze-
brane z prac prowadzonych w Instytucie Badan Edukacyjnych — Paistwowym
Instytucie Badawczym w ramach projektu polegajacego na rozwijaniu i mo-
dernizowaniu Zintegrowanego Rejestru Kwalifikacji (ZRK), uwzgledniajacych
testowanie wielu mozliwych podejs$¢ w zakresie diagnozowania predyspozycji,
potrzeb i celéw uzytkownikdw, w tym uczniéw, oraz proponowania kwa-
lifikacji, ktore odpowiadajg ich profilom. W artykule przedstawiono przede
wszystkim rozwigzania testowane w powstajacej obecnie nowej wersji chat-
botki Zeterka w zakresie stosowania testu preferencji, identyfikowania zain-
teresowan, umiejetnosci, doswiadczenia zawodowego, a takze rozpoznawania
intencji uzytkownika w ramach prowadzonej rozmowy:.

1. Wprowadzenie

Czy sztuczna inteligencja (dalej: SI) moze skutecznie wspiera¢ uzytkownikéw,
w tym uczniéw, gdy wybieraja Sciezki uczenia si¢ lub zawdd? Czes¢ oséb za-
pewne wierzy, Ze tak jest. Okazuje sie jednak, ze wiele zalezy od szczegoiow.

Réznego rodzaju modele jezykowe, stanowiace cze$¢ technologii nazywa-
nych SI, stwarzaja w tym zakresie ogromne mozliwosci. Proste modele, typu
Word2Vec, lub nieco bardziej zaawansowane, typu sentence vector, umozliwia-
ja np. przeszukiwanie duzych zasobéw danych na podstawie bliskoznaczno$ci
(semantycznie). Moga wiec uchwycic¢ sens wypowiedzi uzytkownika i dopaso-
wac najblizsze temu zasoby danych. W najprostszym wypadku wpisanie stowa
“rumak” zaowocuje wskazaniem zasobow, w ktérych pojawia sie stowo “kon”
Natomiast jezykowe modele generatywne, zwlaszcza duze modele jezykowe
(Large Language Models — LLMs), takie jak stynne modele GPT-40, Gemini
2.5 czy polskie modele jak Bielik lub PLLuM, potrafig nie tylko swobodnie
konwersowac¢ z uzytkownikiem, lecz takze wykonywac szereg zadan nakiero-
wanych na dobranie informacji przydatnych uzytkownikowi. Przyktady takich
zadan zostang podane w sekcjach w dalszej czesci.
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Jednak gdy modele wykorzystywane sg w tych celach, czesto otrzymywane
odpowiedzi nie s3 odpowiedziami modelu wprost na zapytanie (ang. prompt)
uzytkownika. Zapytanie to jest zazwyczaj odpowiednio obudowane i wzbo-
gacone dzieki procesom poprzedzajacym wystanie zapytania do modelu oraz
uzupetnione o dodatkowy prompt niewidoczny dla uzytkownika (tzw. meta
prompt). Dlaczego tak jest?

Model jedynie zwraca mozliwie najlepsza odpowiedz na otrzymane zapytanie -
najlepszg zgodnie z tym, jak zostal wytrenowany. Jesli LLM zostal wytrenowany
na danych, o ktére pytamy (np w zbiorze treningowym znajdowaly sie opraco-
wania o koniach i pytamy o rézne ich rasy), z duzym prawdopodobienistwem
poda prawidlowg odpowiedz. Gdy jednak poprosimy model o informacje,
ktérej sam nie posiada (nie uczyl si¢ o koniach), bedzie on halucynowat, czyli
zmys$lal. Jedli za§ chcemy, aby wykorzystat informacje z zewnetrznego zasobu
wiedzy (np. baza informacji o koniach), musimy mu t¢ informacj¢ dostarczy¢,
dodajac ja do zapytania uzytkownika. Bywa tez, ze zalezy nam, by w ramach
konwersacji model zachowywat si¢ w rézny sposdb, o czym bedzie mowa nize;j.

Dlatego tez, aby model jezykowy odpowiednio reagowal w ramach konwersacji
z uzytkownikiem oraz korzystat z dodatkowych zasobéw danych (np. danych
o kierunkach studiéw), w programie stuzgcym do konwersacji, czyli chatbo-
cie, poza modelem trzeba umiesci¢ réwniez szereg instrukeji, zaprojektowac
Sciezki konwersacji, a takze ustali¢, ktére dotychczas uzyskane od uzytkow-
nika informacje model ma ponownie uwzglqdmc, co z nimi zrobi¢ i co z nich
zachowad, a wreszcie: jak interpretowa¢ intencje rozmoéwcy i jak reagowac na
jego wypowiedzi w réznych sytuacjach. Ta cala obudowa, skladajaca si¢ na
aplikacje, jaka jest chatbot, to nadal zadanie dla ludzi.

Tego typu wyzwania stojg przed tworcami opartych na modelach jezyko-
wych rozwigzan stuzgcych wspieraniu wyboréw edukacyjnych i zawodowych.
Stworzenie takiej aplikacji, w tym chatbota, wymaga rozsadnego zaprojekto-
wanie sposobdw rozpoznawania przez LLM mocnych stron uzytkownikoéw, ich
predyspozycji, preferencji, zainteresowan, a takze celéw zwigzanych z przyszto-
scig zawodowg. Wszystko po to, by zaproponowac im inspirujace $ciezki rozwo-
ju edukacyjnego i zawodowego, m.in. w postaci kwalifikacji, ktore moga zdoby¢.

Ponizej zostang w skrécie przedstawione tego typu rozwigzania, testowane obec-
nie w ramach prac nad nowa wersja chatbotki Zeterka. Jest to narzedzie do auto-
matycznego wspierania doradztwa edukacyjnego i zawodowego, bedace czgscia
prowadzonego przez Instytut Badan Edukacyjnych - Panstwowego Instytutu
Badawczego (dalej: IBE PIB) Zintegrowanego Rejestru Kwalifikacji (dalej: ZRK),
dostepnego pod adresem: https://kwalifikacje.gov.pl/rejestr. Obecnie udostep-
niona wersja tej chatbotki korzysta z prostych modeli jezykowych. Réwnolegle
w ramach realizowanego aktualnie projektu polegajacego na modernizacji ZRK
(w skrdcie: projekt ZRK3) powstaje nowa wersja chatbotki, ktéra w duzej mie-
rze wykorzystuje model jezykowy Bielik. Rozwigzania te s3 owocem zbiorowych
prac zespolu dzialajacego w projekcie ZRK3 (tzw. zespot zadania 4.), a wezedniej
w poprzedzajacym go projekcie ZRK2, a takze pracownikéw wspdtpracujacego
z IBE PIB w tym zakresie wykonawcy, czyli Emplocity S.A.
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Celem niniejszej prezentacji jest pokazanie, w jaki sposéb tego typu narzedzie
moze pomdc we wspieraniu wyboréw edukacyjnych i zawodowych poprzez
rozpoznawanie mocnych stron i preferencji uzytkownikéw. Wydaje sie, ze
w czasach, kiedy coraz bardziej r6znorodnie i elastycznie patrzy sie na Sciezki
karier (zob. Sullivan i Arris, 2021), w ktérych nie jest niczym nowym mdwie-
nie o wspieraniu wyboréw edukacyjnych czy zawodowych przez SI, o czym
$wiadcza publikacje jeszcze z roku 2020 (de Laet et al., 2020; Guerra et al,,
2020; Gutierrez et al., 2020) i stale bada si¢ wykorzystanie SI zaréwno w ana-
lizie danych na temat edukacji i rynku pracy (Gedrimiene et al., 2024), w tym
w kontekscie tzw. wyjasnialnej SI (Guleria i Sood, 2023), jak i wprost w eduka-
cji (Grassini, 2023) 1 w decyzjach edukacyjnych, np. w kontekscie zapewniania
réwnosci (Viberg et al., 2024), dyskutowanie i dzigki temu rozwijanie takich
rozwigzan jest zadaniem zdecydowanie pozadanym.

Dodatkowym celem niniejszego artykutu jest zilustrowanie, jak mozna pro-
jektowa¢ tego typu rozwigzania, a takze wskazanie, jakie obecnie istniejg
ograniczenia w wykorzystaniu SI w tym zakresie. Ponizej przedstawione zo-
stang kolejno rozwigzania zwigzane z: wykorzystaniem tzw. testu preferenciji;
interpretowaniem podanych przez uzytkownika informacji o jego zaintere-
sowaniach, umiejetnosdciach, interesujacych go zawodach; rozpoznawaniem
potrzeb uzytkownika.

2. Test predyspozycji i preferencji

Diagnozowanie predyspozycji lub preferencji zawodowych ma dluga tradycje.
W potocznej $wiadomosci funkcjonuje przede wszystkim tzw. test Hollanda,
oparty na teorii Johna Hollanda wyodrebniajacej szes¢ typow osobowosci
(realistyczny, badawczy, artystyczny, spoteczny, przedsiebiorczy, konwencjo-
nalny) (Holland, 2017), bedacej waznym krokiem w ponadstuletniej historii
stosowania kryteriéw psychologicznych do prognozowania przydatnosci za-
wodowej (Syroka, 2003, s. 82-83) i wcigz stosowanej w praktyce badawczej
(red. Paszkowska-Rogacz, 2013). Duzym zainteresowaniem cieszy si¢ tez
od ponad 40 lat obrazkowy test sklonnosci zawodowych Martina Achtnicha
(Achtnich, 1979; Jarosiewicz, 2014). Rézne warianty tych testéw lub testy nimi
inspirowane doczekaly si¢ swoich wersji w postaci narzedzi elektronicznych,
pomagajac zwlaszcza uczniom poznawac samych siebie i podejmowac wybory
edukacyjne lub zawodowe zgodne z tym, co im bliskie.

W podobnym duchu stworzono test bedacy pomocniczym modutem w czat-
botce Zeterka. Jest to ankieta, ktorg chatbotka proponuje do wypelnienia uzyt-

kownikowi. Jesli si¢ on na to zdecyduje, zostanie poproszony o ustosunkowa-
nie sie do 30 stwierdzen (wylosowanych z puli o liczbie 60). Jego zadaniem
jest okreélenie, w skali 1-5, na ile zgadza si¢ (gdzie: 1 to “zupelnie sie nie zga-
dzam’, 5 - “w pelni si¢ zgadzam”) z takimi stwierdzeniami jak np. “Mam bujna
wyobrasz; czy Przekonu]q mnie badania, logika, argumenty i fakty, a nie
intuicje czy wrazenia” Na podstawie udzielonych odpowiedzi uzytkownik
otrzymuje propozycje kwalifikacji, ktére do nich najlepiej pasuja. Jesli kwa-
lifikacji jest duzo, Zeterka proponuje kontynuowanie testu i ustosunkowanie
sie do pozostalych 30 z puli 60 stwierdzen. Przed wyswietleniem ankiety pyta
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jeszcze o poziom wyksztalcenia uzytkownika, by ewentualnie wyeliminowac
te kwalifikacje, ktére nie znajduja si¢ w polu zainteresowan uzytkownika na
danym poziomie wyksztalcenia.

Co wazne, Zeterka nie podaje tu wyniku w postaci profilu danego ucznia wy-
razonego np. za pomocg typéw Hollanda. Wynik, jaki otrzymuje jej rozmow-
ca, to zestaw proponowanych kwalifikacji. Nie jest bowiem celem ani ambicja
tworcow tego testu okreslenie profilu rozméwcy Zeterki, a jedynie sformuto-
wanie sensownej propozycji w zakresie kwalifikacji. Co ciekawe, zazwyczaj do
pewnego stopnia wyniki te s3 dla 0sob, ktore go rozwigzuja, dos$¢ oczywiste, co
potwierdza wzgledng skuteczno$¢ i przydatnos¢ testu (dzigki temu uzytkownik
dociera do interesujacych go kwalifikacji), w pozostalym zakresie zas bywaja
one zaskakujace, lecz — jak przyznaja uzytkownicy - nadal trafne. Ten ostatni
efekt jest w istocie najbardziej oczekiwany i godny podkreslenia. Pozwala on
bowiem poszerzy¢ uzytkownikowi spektrum interesujacych go kwalifikacji
o te, o ktérych dotad nie myglal. Jest to wazna funkcja polegajaca na rozwijaniu
wyobrazni w mysleniu o kwalifikacjach.

Cho¢ - jak zaznaczono - Zeterka nie podaje wyniku wyrazonego w terminach
teorii Hollanda, w obecnej wersji wykorzystuje samg zaproponowang przez
tego uczonego typologie. Stuzy ona do powigzania wskazan rozméwcy Zeterki
z kwalifikacjami. Kazde ze stwierdzen pojawiajacych si¢ w tescie jest przypi-
sane do jednego z typéw Hollanda. Gdy uzytkownik okregla, na ile zgadza si¢
z danym stwierdzeniem przypisanym np. do typu artystycznego, odpowiednia
liczba punktéw zostaje doliczona do tego wiasnie typu. Na koniec algorytm
podlicza, ile punktow uzyskata kazda z kategorii, i wybiera te, ktére otrzymaty
najwigkszg liczbe punktéw w kolejnosci od najlepszego, podobnie jak w tescie
Hollanda. Zarazem w bazie danych kwalifikacji kazda kwalifikacja ma przypi-
sane trzy najbardziej pasujace do niej typy Hollanda, w kolejnosci od najbar-
dziej pasujacej. Algorytm poréwnuje wynik uzytkownika z tymi informacjami
i w przypadku pelnej zgodnosci - przedstawia uzytkownikowi odfiltrowane
w ten sposob kwalifikacje.

Ta stosunkowo nieskomplikowana metoda pozwolila uzyska¢ dos¢ zadowa-
lajace rezultaty. Uniknigto zarazem ewentualnych watpliwosci metodologicz-
nych w zakresie psychometrii. Test nie aspiruje bowiem do okreslania typu
osobowosci rozmoéwcy Zeterki. Rezultat w postaci wyniku sktadajacego sie
z typow Hollanda nie zostaje ujawniony, a jedynie wykorzystany do odfiltro-
wania bliskich uzytkownikowi kwalifikacji. Zestaw tych kwalifikacji jest za$
)edyme ‘miegkka propozycjg, majacg pomoc uzytkownikowi zorientowal sig
w $wiecie kwalifikacji, z ktorg moze si¢ on bardziej lub mniej zgodzi¢, a w tym
drugim przypadku - kontynuowac z Zeterka swoje poszukiwania.

Dotychczasowe rozwiazanie wiaze si¢ jednak z klopotami. Po pierwsze, roz-
wigzanie oparte na filtrowaniu za pomocy typéw Hollanda narazone jest
na pewng arbitralno$¢ i przez to niedokladnos¢. Dzieje si¢ tak, gdy trudno
rozstrzygna¢, ktéry typ w przypadku danej kwalifikacji powinien zosta¢ do
niej przypisany raczej na pierwszym miejscu niz na drugim, i analogicznie:
raczej na drugim niz na trzecim, wreszcie: ktéry powinien by¢ na owym
trzecim miejscu, a ktéry nie powinien by¢ uwzgledniony. Przyktadowo, dla
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danej kwalifikacji mozna mie¢ watpliwo$¢, czy przypisac jej trojke RBP (R -
realistyczny, B — badawczy, P — przedsiebiorczy) czy raczej BRP; intuicja moze
tez wskazywac, ze na réwni pasuje tu przedsiebiorczy, co spoleczny - ktory
wowczas wybra¢? Kazda taka decyzja ma wplyw na to, czy dana kwalifikacja
zostanie lub nie zostanie zaproponowana uzytkownikowi w przypadku danego
wyniku testu. Po drugie, istnieje problem praktyczny w postaci koniecznosci
przypisywania typéw Hollanda do nowych kwalifikacji pojawiajacych sie
w Zintegrowanym Rejestrze Kwalifikacji, co do tej pory wykonywali eksperci
wykonawcy chatbotki (Emplocity S.A.) lub eksperci IBE PIB.

W zwiagzku z tym drugim problemem w IBE PIB na przetomie 2024 i 2025 r.
w zespole Data Science dzialajgcym w ramach projektu ZRK3 podjeto prace
rozwojowe nad trenowaniem modeli stuzacych do automatycznego przypisy-
wania typéw Hollanda do kwalifikacji. Prace te jeszcze trwaja, jednak pierwsze
rezultaty w postaci modeli wytrenowanych na réznych zestawach danych oka-
zaly si¢ obiecujace. Réwnolegle podejmowane sg testy zwigzane z wykon
niem takich przypisan przez duze modele jezykowe, m.in. polski model Bielik-
11B-v2. Wydaje sie, Ze w tym zakresie SI moze zosta¢ skutecznie wykorzystana
do wykonywania tego zadania i rozwigza¢ wspomniany problem praktyczny.

Z kolei pierwszy problem mogltby zosta¢ rozwigzany przez zastgpienie tréjek
przypisywaniem wag do kazdej z kwalifikacji. A zatem zamiast przypisanej
danej kwalifikacji trojki RBP mozna podawa¢ np. procentowa wage: reali-
styczny [75], badawczy [67], artystyczny [44], spoleczny [45], przedsiebiorczy
[52], konwencjonalny [44]. Z takimi przypisaniami mozna poréwnywac pelny
wynik testu wykonanego przez uzytkownika. Pefny, czyli nie w postaci tréjki
typoéw Hollanda, ktére otrzymaty najwigcej punktow, lecz w postaci matry-
cy prezentujacej liczbe punktoéw zliczonych dla kazdego z typéw Hollanda.
Rozwiazanie to jest jednym ze scenariuszy rozwoju tego modulu chatbotki
Zeterka. Aby zostal on wdrozony, konieczne byloby sprawdzenie, czy wytre-
nowany w tym celu model lub tez ktérys z duzych modeli jezykowych w zado-
walajacy sposdb przypisywalby do kazdej kwalifikacji wagi dla poszczegdlnych
typow Hollanda, tak jak to zilustrowano powyze;j.

Obecnie jednak w ramach prac nad nowa wersja Zeterki testowane jest zupel-
nie inne rozwigzanie, pomijajace podejscie, ktére mozemy okresli¢ jako ,ilo-
$ciowe”. Wykorzystuje ono potencjal duzego modelu jezykowego. Aktualnie
testowany jest zainstalowany w infrastrukturze IBE PIB model Bielik-11B-v2.

Rozwigzanie to zaklada mozliwos¢ trafnego zinterpretowania przez LLM klu-
czowych preferencji czy predyspozycji rozméwcy Zeterki na podstawie wyni-
koéw testu. Po wykonaniu przez uzytkownika testu algorytm sprawdza, z ktérymi
stwierdzeniami rozmdwca Zeterki w pelni si¢ zgodzit, z ktérymi raczej si¢ zgo-
dzit, a takze — z ktérymi zupelnie sie nie zgodzil i z ktérymi raczej si¢ nie zgodzil.

Algorytm przygotowuje wiec listy stwierdzen, np. w postaci: “Uzytkownik
w pelni zgadza si¢ ze stwierdzeniami: 1. Lubi¢ ksigzki/filmy zmuszajace do
myslenia. 2. Lubi¢ uczy¢ sie¢ nowych rzeczy. 3. Chetnie podejmuje wyzwania.
3. Jestem osobg ambitng, stawiam sobie cele wysoko., nastepnie “Uzytkownik
zupelnie nie zgadza si¢ ze stwierdzeniami: 1. Bez trudu naprawie zepsuty
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sprzet. 2. Inni uwazajg, ze mam zmyst praktyczny i dbam o porzadek. 3. Lubi¢
wyrazac uczucia przez muzyke, taniec, obraz, teatr lub jezyk. 4. W czasie Wol—
nym rysuje, lepie z gliny, komponujq, zmieniam wystrdj, po prostu tworze”.
Podobnie jest dla sytuacji typu “raczej”. Informacje te dostarczone s3 LLM-
owi, ktdry na tej podstawie formutuje liste kluczowych preferencji i liste gtow-
nych antypreferencji uzytkownika. W ten sposéb otrzymujemy interpretacje
wyniku testu przez LLM.

Kolejny krok to dobranie kwalifikacji pasujacych do preferencji i niepasuja-
cych do antypreferencji. Aby jak najlepiej sie to udato, LLM zostal wcze$niej
wykorzystany do przypisania kazdej z kwalifikacji zwigzanych z nimi kluczo-
wych preferencji/predyspozycji. Poréwnanie interpretacji LLM-u z danymi
o kwalifikacjach zgromadzonymi w bazie danych nastepuje z wykorzystaniem
modelu jezykowego typu sentence vector, zapewniajacego dobranie kwali-
fikacji najlepiej pasujacych do interpretacji LLM-a pod wzgledem zgroma-
dzonych informacji o kwalifikacjach, w tym pod wzgledem predyspozycji
i antypredyspozycji.

Rozwiazanie to jest obecnie dopracowywane. Wstepne wyniki sa jednak obie-
cujace. W razie powodzenia kolejnych testow zostanie ono wdrozone w nowej
wersji Zeterki. Bedzie to kolejne oryginalne rozwiazanie wykorzystujace nowy
potencjal, ktéry pojawil si¢ wraz z przelomem w rozwijaniu duzych modeli je-
zykowych, jaki nastapil w roku 2022, wraz z uruchomieniem Chata GPT firmy
OpenAl opartego na modelu GPT 3, a nastepnie GPT 3.5.

Tego typu wykorzystanie LLM-6w to nowe podejscie, ktére moze bardzo
wzmocnic¢ rozpoznawanie preferencji i predyspozycji uczniow.

3. Okreslanie zainteresowan, umiejetnosci itp.

Do kwalifikacji mozna jednak dotrze¢ nie tylko przez predyspozycje. Sg tez
inne drogi, uwzgledniajace zainteresowanie, umiejetnosci, a ostatecznie row-
niez interesujacy uzytkownika, w tym ucznia, zawod.

Obecnie udostepniona Zeterka posiada modul do poszukiwania kwalifikacji
w kontekscie dalszego rozwoju. W ramach tych poszukiwan mozliwe jest
filtrowanie kwalifikacji przez wskazywanie wymaganego poziomu wyksztal-
cenia, wskazywania interesujacych rozmdéwce branz, wybieranie z listy posia-
danych umiejetnosci czy preferencji, a takze interesujacych uzytkownika za-
woddw. Zebrane informacje wykorzystane s3 do przeszukania bazy informacji
o kwalifikacjach i dobrania najlepiej pasujacych kwalifikacji. Wyszukiwanie to
ma charakter semantyczny, a zatem dokonuje si¢ na podstawie sensu uzytych
wyrazen, a nie ich dokladnego brzmienia. W obecnej wersji wykorzystywany
jest do tego model typu sentence vector.

Ponadto w module tym uzytkownik moze wlasnymi stowami opisac posiada-
ne umiejetnos$ci czy interesujace go zadania. Dzieki wykorzystaniu modelu
typu sentence vector w ramach wyszukiwania semantycznego Zeterka dobie-
ra na tej podstawie kwalifikacje, ktdre najlepiej pasuja do opisu podanego
przez uzytkownika.
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W Zeterce istnieje rowniez mozliwo$¢ wybierania z oddzielnej listy hobby czy
zainteresowan. W obecnej wersji wybdr ten poréwnywany jest z zaintereso-
waniami przypisanymi do kazdej z kwalifikacji. Wiaze si¢ to z ograniczeniami
analogicznymi jak w przypadku testu preferencji.

W ramach prac nad nowa wersja Zeterki przyjeto nowe rozwigzanie oparte
na wykorzystaniu LLM na rdéznych polach. Po pierwsze, LLM zostal uzyty
do samodzielnego przypisania do kazdej kwalifikacji listy pasujacych do niej
zainteresowan. Zakonczone prace ewaluacyjne wykazaly koniecznos¢ udosko-
nalenia promptu i powtdrzenia tej procedury, jednak wyniki te s3 obiecujace
i prace w tym kierunku s3 kontynuowane.

Po drugie, powstala nowa mozliwoé¢ istotnie wykraczajaca poza wybieranie
zainteresowan. Zgodnie z nowym rozwigzaniem LLM sam interpretuje wypo-
wiedzi uzytkownika na temat tego, czym si¢ on interesuje, co lubi robi¢ itp. Na
podstawie takiej wypowiedzi LLM formuluje liste zainteresowan uzytkowni-
ka. Nastepnie lista ta zostaje poréwnana — znéw dzigki wykorzystaniu modelu
typu sentence vector — z listami zainteresowan przypisanych wczeéniej do kwa-
lifikacji. W ten sposdb dobrane zostang kwalifikacje najlepiej pasujace do tego,
co napisal o sobie uzytkownik.

Wreszcie, nowa wersja Zeterki nie ogranicza si¢ do interpretowania tego typu
wypowiedzi w zakresie samych zainteresowan. LLM otrzymuje zadanie rozpo-
znawania i kategoryzowania kluczowych informacji, takich jak: dotychczaso-
we wyksztalcenie, posiadane umiej¢tnosci, preferencje, predyspozycje, wspo-
mniane juz zainteresowania, a takze ewentualnie doswiadczenie zawodowe.
Na tej podstawie tworzy profil uzytkownika. Dzieki temu rozméwca Zeterki
moze zdecydowa¢, by do wyszukania pasujacych do niego kwalifikacji wyko-
rzystac caly ten profil.

Wazna z perspektywy ucznia operacja wykonywana jest réwniez wtedy, gdy
pyta on o konkretny zawdd. Zeterka nie przeszukuje wéwczas bazy na pod-
stawie wprost podanej wypowiedzi. W wypowiedzi takiej mozna przeciez
poda¢ zawod wprost (np. “chee by¢ architektem”), lecz takze mozna go opisac
(np. “chcialbym projektowa¢ budynki”). Zeterka najpierw — znéw — wykorzy-
stuje LLM do interpretacji tej wypowiedzi. LLM interpretuje ja, formulujac
samodzielnie nazwe zawodu i ewentualnie dodajac kluczowe zwigzane z nim
umiejetnosci. W ten sposdb istotnie wzmacnia skuteczno$¢ wyszukiwania pa-
sujacych kwalifikacji.

Sa to wigc kolejne korzyéci z zastosowania duzego modelu jezykowego.
Rozwigzania te pozwalaja na bardziej swobodng konwersacje z chatbotem,
z ktérej moze on uzyskac wystarczajaco duzo informacji, by sformutowac war-
tosciowa propozycje.

Warto zarazem zauwazy¢, ze dzieki interpretowaniu przez LLM wypowiedzi
rozmoéwcy i wydobywanie istotnych elementéw, z ktorych nastepnie buduje
sie jego profil, Zeterka umozliwia uzytkownikowi lepsze poznanie samego
siebie, a zarazem jest ogromna pomoca przy rozmowie z doradca. W przy-
padku ucznia jego swobodna opowies¢ o sobie bedzie podstawg do powstania
profilu, w ktérym wyodrebnione zostang jego umiejetnosci, predyspozycje,
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preferencje, zainteresowania, a w rezultacie — bliskie mu kwalifikacje, obejmu-
jace zaréwno kierunki studiéw, jak i kwalifikacje ze szkolnictwa branzowego
oraz kwalifikacje wolnorynkowe i sektorowe.

Warto tu jeszcze poruszy¢ problem wspomniany we wprowadzeniu. Jak wi-
dac na podanych przyktadach, na poszczegdlnych etapach dziatania chatbotki
dwa rézne modele wykonujg rézne zadania. Raz LLM ma za zadanie wydoby¢
z wypowiedzi dane kategorie informacji i je zinterpretowac. Innym razem ma
zinterpretowa¢ wynik testu. Co wigcej, 0 czym jeszcze nie bylo mowy, na ko-
niec ma on jeszcze sformutowaé swobodng wypowiedz, w ktérej zaprezentuje
wybrane z bazy danych kwalifikacje. Poza tym wykorzystuje si¢ model typu
sentence vector, ktéry umozliwia przeszukiwanie semantyczne bazy danych,
a wczesniej LLM wykorzystany jest do przypisania nowych informacji, typu
zainteresowania czy predyspozycje/preferencje, do kazdej z kwalifikacji.
Mozna zadac sobie pytanie: czy musi tak to wyglada¢? Czy nie wystarczy, ze
LLM sam bedzie rozmawiat z uzytkownikiem, majac do dyspozycji baze da-
nych o kwalifikacjach? Niestety, w praktyce nigdy tak to nie wyglada. Sam mo-
del nie bedzie wiedzial, co zrobi¢. Nie bedzie zdolny do tego, by zdecydowac,
ze nalezy skorzystac z takich, a nie innych danych z bazy lub w taki, a nie inny
sposob wykorzysta¢ wyniki testu predyspozycji. Na kazdym etapie musi otrzy-
maé w prompcie odpowiednie instrukcje oraz dosta¢ pakiet informacji, na
ktérych ma bazowac. W przeciwnym wypadku bedzie si¢ opieral wylacznie na
zapytaniu rozmoéwcy oraz wlasnej wiedzy nabytej w ramach treningu modelu.

Jak za$ odpowiada model, ktéry nie korzysta z zasoboéw zewnetrznych, takich
jak np. aktualna baza informacji o kwalifikacjach? Na pierwszy rzut oka wy-
daje sie, Ze rozmawia sensownie, jednak szybko okazuje sig, ze czesto s3 to
informacje zmyslone, a praktycznie zawsze s3 one niepeine.

Modelowi Bielik-11B-v2 mozna zada¢ nastgpujace pytanie: “Lubi¢ pracowac
na $§wiezym powietrzu, lubi¢ przestrzen i przyrodg¢. Chce mie¢ spokojng prace.
Jakie kwalifikacje powinienem zdoby¢, by wykonywac zwigzany z tym zawod?”.
Model odpowiada bardzo sensownie i na pewno pomoze nam w poszukiwa-
niach. Ogranicza si¢ jednak do ogdlnych nazw kierunkéw studiéw oraz ogdl-
nych okreslen kurséw. Nie znajdziemy jednak w jego odpowiedzi konkretnych
kwalifikacji, w tym konkretnych kierunkéw na konkretnych uczelniach, a tym
bardziej takich kwalifikacji jak rynkowe czy sektorowe. W innej sytuacji sa
ChatGPT lub Gemini, ktére korzystaja z zasobdw internetu i s3 w stanie znalez¢
aktualne kwalifikacje z ZRK. Mozna poprosi¢ ChatGPT o podobna rzecz: “Podaj
mi, prosze, nazwy kilku kwalifikacji wolnorynkowych lub sektorowych dla oséb,
ktore lubig by¢ na dworze, lubig przyrode i spokojng prace, podlinkowane do
opiséw tych kwalifikacji na stronie Zintegrowanego Rejestru Kwalifikacji”. Jako
wynik otrzymamy nazwy istniejacych kwalifikacji, ale bez bezposrednich lin-
kow. Co wigcej, mozna odnie$¢ wrazenie, ze pewne istotne kwalifikacje zostaly
pominiete. W przypadku za$ Bielika odpowiedZ na ten ostatni prompt jest juz
pelna zmyslonych informacji, facznie ze zmyslonymi niedziatajacymi linkami.

Na obecnym etapie rozwoju SI jest wiec nieodzowne odpowiednie instru-
owanie modeli i wskazywanie konkretnych zadan wykonywanych w odpo-
wiedniej kolejnosci, uzupetnione o wykorzystanie modelu pozwalajacego na
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wyszukiwanie semantyczne. Wymaga to wiec projektowania tzw. flow, czyli
schematu dzialania chatbota w zalezno$ci od sytuacji, oraz zaprojektowania
sekwencji wykonywanych zadan. Przede wszystkim za$ — sensownego zapro-
jektowania sposobow wykorzystania LLM w celu zdobycia od uzytkownika
informacji, ktére pozwolg na trafne zaproponowanie mu kwalifikacji.

4. Rozpoznawanie potrzeb (intencje)

Uzytkownik, ktéry rozmawia z chatbotem, zazwyczaj potrzebuje, by go popro-
wadzic. Jest gotowy, by swobodnie rozmawia¢. Nie zawsze ma jasno okreslony
cel. Zeterka pomaga w tym, zachecajac uzytkownika do opowiedzenia o sobie
i do rozmowy o kwalifikacjach. Zarazem jednak musi sensownie reagowac na
rézne jego wypowiedzi.

W obecnie udostepnionej wersji to Zeterka nadaje ton. Méwi uzytkownikowi,
co ma on zrobi¢. Daje rézne opcje do wyboru. Tam, gdzie uzytkownik ma pole
do wyboru, Zeterka za tym wyborem podaza. Jesli jednak Zeterka o co$ prosi,
a uzytkownik robi co innego, do niczego sensownego nie dochodzi. Jesli np.
uzytkownik ma wpisa¢ swoje umiejetnosci, a on zada pytanie typu “ale po co?”
lub zacznie opowiada¢ o swoim zyciu, Zeterka odpowie, Ze nie potrafi pomoc.
Nastawiona jest bowiem na szukanie kwalifikacji, a podane przez uzytkownika
tresci zupelnie do tego nie pasuja.

Wykorzystanie LLM-a w nowej wersji chatbotki pozwala na udzielenie sen-
sownej odpowiedzi na kazda wypowiedz uzytkownika. Zarazem jednak LLM
musi by¢ poinstruowany:

1. kiedy moze sobie pozwoli¢ na swobodng odpowiedz, tak jak sam potra-
fi, w tym kiedy ma ucig¢ temat lub zaoponowac;

2. kiedy ma nie odpowiada¢ swobodnie, tylko wykona¢ zadanie (np. roz-
poznad, ze uzytkownik podal dane do wyszukania mu kwalifikacji, wiec
nalezy je zinterpretowac, podajac np. liste zainteresowan czy umiejetno-
$ci potrzebng do przeszukania bazy, by wyszukac pasujace kwalifikacje),
zeby dopiero w kolejnym kroku sformutowa¢ odpowiedz na podstawie
dostarczonych danych (np. listy otrzymanych kwalifikacji).

W tym celu LLM ma dodatkowe zadanie. Zanim odpowie uzytkownikowi,
musi rozpozna¢ intencje, czyli potrzebe, jaka stoi za wypowiedzig uzytkowni-
ka. Musi np. ustali¢, czy uzytkownik:

1. pyta o rejestr kwalifikacji lub system kwalifikacji;

2. szuka kwalifikacji i méwi o sobie co$, na podstawie czego mozna zapro-
ponowac kwalifikacje;

3. wprost méwi, ze chcialbym wykonac test preferencj;

4. mowi co$ nie na temat (luzna rozmowa).

Jesli LLM rozpozna przypadek (1), otrzyma instrukcje, by odpowiedzie¢ na
pytanie uzytkownika, ale dodatkowo otrzyma zwigzang z tematem zapytania
informacje z bazy wiedzy o rejestrze kwalifikacji i systemie kwalifikacji, dzie-
ki czemu jego odpowiedz bedzie wiarygodna. Jesli LLM rozpozna (2), wypo-
wiedz uzytkownika zostanie w kolejnym kroku zinterpretowana przez LLM, by
wydoby¢ z niej dane o umiej¢tnosciach, zainteresowaniach czy preferencjach.
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Nastepnie otrzyma wynik w postaci listy kwalifikacji, by sformutowa¢ na tej
podstawie rekomendacjg. Jesli rozpozna sytuacje (3), powinien udostepnic¢ uzyt-
kownikowi test, upewniwszy sie, czy na pewno chce on go wypetnic. Jesli rozpo-
zna (4), po prostu odpowiada, ewentualnie korzystajac z dodatkowych zasobdw
wzorcowych pytan i odpowiedzi, jednak dos¢ swobodnie. Zarazem jednak jego
meta prompty zawieraja instrukcje, by w przypadku wypowiedzi wulgarnych,
prowokacyjnych itp. zdecydowanie zaoponowac i ucig¢ dany watek rozmowy.

Kazdorazowo wiec LLM, ktoéry otrzymuje zapytanie uzytkownika ma za za-
danie rozpoznanie intencji wypowiedzi, a wérod tych intencji - jego potrzeb.
Odpowiada za to meta prompt zawierajacy liste regul postepowania typu: ,,Jesli
uzytkownik robi/pisze to a to, odpowiedz jedng literg X”. Umozliwia to odpo-
wiednie kierowanie dzialaniami chatbota, tak by jak najbardziej odpowiadaty
one potrzebom uzytkownika, o ile nie wykraczajg poza to, co moralnie i praw-
nie dopuszczalne, lecz zgodne s3 z celem, jakim jest wsparcie uzytkownika.

Wreszcie, uzycie w czatbotce LLM-a pozwala na to, by maksymalnie dopasowac
sie do potrzeby uzytkownika, o ktérej on sam wyraznie napisze. Cho¢ w kon-
cowej fazie LLM otrzymuje z bazy liste kwalifikacji, jego odpowiedz nie bedzie
taka sama, lecz dostosuje sie do tego, o co prosit uzytkownik. Przykladowo:
jesli poprosi on wprost o kwalifikacje, np. ,,Podaj mi kwalifikacje, ktére pasujg
do takich a takich umiejetnosci”, otrzyma odpowiedz skoncentrowang na kwa-
lifikacjach. Jesli jednak poprosi o kierunki studiéw i zwiazane z nimi zawody,
LLM poda kwalifikacje ze szkolnictwa wyzszego, lecz zarazem - zgodnie z po-
trzeba uzytkownika — uzupelni te liste o informacje o zawodach (oczywiscie
na podstawie swojej wiedzy nabytej w ramach trenowania modelu). Podobnie
zachowa sie w innych analogicznych sytuacjach, gdy na przyktad zapytamy go
tez o kluczowe umiejetnosci, jakie si¢ z tym wigza.

Wykorzystanie LLM-a pozwala wigc chatbotce nie tylko sensownie odpowie-
dzie¢ na kazda wypowiedz rozmowcy, lecz takze rozpoznaé, o co chodzi mu
w danej wypowiedzi, i odpowiednio zareagowa¢. W szczegdlnosci pozwala to
rozpozna¢, kiedy szuka on kwalifikacji i opowiada o sobie, podaje informacje,
ktére umozliwiajg ich znalezienie.

W przypadku ucznia rozmawiajgcego z Zeterka ma to niezwykle wazne zna-
czenie. Pozwala na swobodng rozmowe, gdy uczen tego potrzebuje, a nastgpnie
odpowiednie nakierowanie go na wlasciwe tory, by — gdy LLM rozpozna istot-
ne informacje — poda¢ sensowng rekomendacj¢ w postaci $ciezki edukacyjnej
i zawodowej, wzbogaconej o konkretne kwalifikacje, lecz takze dostosowang
do jego pytania.

5. Podsumowanie

Powyzej zaprezentowano, jak narzedzia cyfrowe oparte na SI moga wspiera¢
uzytkownikoéw, w tym uczniéw, w ich wyborach edukacyjnych. Pokazano, ze
dzieki wykorzystaniu modeli jezykowych moga one nie tylko skutecznie prze-
szukiwac¢ bazy danych, w prezentowanym przypadku - baze z informacjami
o kwalifikacjach, lecz takze skuteczniej rozpoznawac preferencje, predyspozy-
cje, mocne strony, w tym umiejetnosci oraz zainteresowania uczniow. Wraz ze
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zwigzanymi z nimi wyzwaniami przedstawiono rozwigzania zastosowane w celu
rozpoznawania wspomnianych tu elementéw. Wérdd nich, w jaki sposéb mozna
wykorzystac SI do interpretacji testow predyspozycji lub preterencji. Co wazne,
w nowym rozwigzaniu uwzgledniono aspekt negatywny w postaci antypreferen-
cji/antypredyspozycji, dzigki czemu bierze si¢ pod uwage réwniez okoliczno$ci,
ktorych poszukujacy swojej drogi edukacyjnej uczen chciatby unikna¢.

Wreszcie, ukazano istotny (zazwyczaj niedoceniany) aspekt, jakim jest inter-
pretacja intencji wypowiedzi uzytkownika, ktora w kontekscie celu, jakim
jest wsparcie w wyborach edukacyjnych i zawodowych, nabiera szczeg6lnego
znaczenia. Stworzony w takim celu chatbot musi bowiem taczy¢ dwie funkcje:
prowadzenie swobodnej rozmowy, dzieki ktérej rozmowca bedzie rozmawiat
w sposob cho¢ cze$ciowo naturalny, co stwarza okazje do wydobycia od niego
potrzebnych informacji, a zarazem udzielania konkretnych informacji i reko-
mendacji. Rozpoznawanie intencji i dopasowywanie sie do biezacych potrzeb
jest tu jednym z wazniejszych wyzwan, stwarzajacych ogromne szanse.

Podsumowujac, przyklady te pokazuja, ze chatbot wykorzystujacy LLM moze
istotnie wesprze¢ uczniéw w rozpoznawaniu tego, co istotne, aby zapropono-
wa¢ im dostosowane do ich potrzeb kwalifikacje. Na przyktadach tych pokaza-
no ograniczenia SI na obecnym etapie rozwoju. Nawet bardzo zaawansowane
chatboty, korzystajace z zasoboéw internetu, nie dostarczajg jeszcze wystarcza-
jaco wiarygodnych, a na pewno kompletnych danych. Wskazano tez, w jakim
zakresie niezbedny jest wysitek osob, ktére projektujg tego typu narzgdzm jesli
maja one udziela¢ wiarygodnych informacji i realnie wspierac¢ uczniéw w ich
edukacyjnych wyborach.

Warto na koniec dodac jeszcze jeden wniosek. Z tym ostatnim faktem wigze
sie takze jedna istotna sprawa. Cho¢ rozwigzania te wymagaja wiele wysitku
ze strony projektujacych je oséb, ma to réwniez swoje zalety w postaci kon-
troli nad procesami prowadzacymi do udzielenia rozméwcy odpowiedzi.
Dzigki tej kontroli mamy $wiadomos$¢, w jaki sposéb i na podstawie jakich
danych przekazywana mu informacja zostala wytworzona i w jakim zakresie
jest wiarygodna. W duzej mierze spelnia to wiec postulat wyjasnialnej SI (ang.
explainable AI). Przede wszystkim daje za$ wigksza pewno$¢ co do jakosci
udostepnianego produktu.
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